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Abstrak: Buah apel emas adalah salah satu komoditas pertanian yang penting dalam industri
pertanian. Tingkat kematangan buah apel adalah faktor utama yang memengaruhi kualitas dan
daya tahan buah. Penentuan tingkat kematangan buah apel emas secara manual seringkali
memakan waktu dan subjektif. Oleh karena itu, penelitian ini bertujuan untuk mengembangkan
sistem otomatisasi yang dapat mengklasifikasikan tingkat kematangan buah apel emas
menggunakan metode Gray Level Matrix Co-Occourance (GLCM) dan Convolutional Neural
Network (CNN). Data citra buah apel dengan berbagai tingkat kematangan dikumpulkan dan
diolah dalam penelitian ini. Model CNN telah dirancang, dilatih, dan dioptimalkan menggunakan
data tersebut untuk mengidentifikasi tingkat kematangan buah apel dari gambar. Hasil akhir dari
penelitian ini adalah sebuah aplikasi Android yang mudah digunakan dan dapat membantu petani
buah apel dalam mengklasifikasikan tingkat kematangan buah apel secara cepat dan akurat.Hasil
penelitian menunjukkan bahwa model CNN mampu mengenali tingkat kematangan buah apel
dengan tingkat akurasi yang tinggi, dan aplikasi Android yang dihasilkan memberikan akses yang
mudah bagi pengguna untuk mendukung pertanian buah apel dengan meningkatkan efisiensi
dalam manajemen panen dan pengolahan buah apel.

Kata Kunci: Buah Apel Emas, Gray Level Matrix Co-Occurance (GLCM), Convolutional Neural
Network (CNN).

Abstract: Golden apples are one of the important agricultural commodities in the agricultural
industry. Apple ripeness is a major factor affecting fruit quality and durability. Manually
determining the ripeness level of golden apples is often time-consuming and subjective. Therefore,
this research aims to develop an automation system that can classify the ripeness level of golden
apples using the Gray Level Matrix Co-Occurrance (GLCM) and Convolutional Neural Network
(CNN) methods. Image data of apples with various ripeness levels were collected and processed
in this study. A CNN model was designed, trained, and optimized using the data to identify the
ripeness level of apples from the images. The final result of this research is an easy-to-use Android
application that can help apple farmers classify the maturity level of apple fruit quickly and
accurately. The results show that the CNN model is able to recognize the maturity level of apple
fruit with a high level of accuracy, and the resulting Android application provides easy access for
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users to support apple fruit farming by increasing efficiency in harvest management and apple
fruit processing.

Keywords: Golden Apple, Gray Level Co-Occurrence Matrix (GLCM), Convolutional Neural
Network (CNN).

PENDAHULUAN

Salah satu komoditas hortikultura yang memiliki permintaan tinggi di pasar global adalah
apel. Jenis apel emas seperti Golden Delicious unggul dalam perdagangan buah karena warna dan
teksturnya yang berbeda. Karena kemiripan visual antara kelas yang berbeda, seperti warna,
bentuk, dan pola tekstur kulit buah, klasifikasi apel berdasarkan varietas seringkali sulit. Untuk
mengatasi masalah ini, sistem otomatis berbasis teknologi pengolahan citra harus dikembangkan.
Karena nilai gizi dan manfaat kesehatannya, apel adalah salah satu buah paling populer di seluruh
dunia. Lebih dari 7500 varietas apel, termasuk Granny Smith, Red Delicious, dan Golden
Delicious, memainkan peran penting dalam ekonomi dan industri pertanian di seluruh dunia.
Namun, pengelompokan dan pengenalan varietas apel sering dilakukan secara manual, yang
memakan waktu dan rentan terhadap kesalahan.(Qiu et al., 2024).

Metode statistik Gray Level Co-Occurrence Matrix (GLCM) telah terbukti efektif dalam
menganalisis pola tekstur pada berbagai objek, termasuk buah-buahan. Metode ini mengukur
hubungan spasial antara piksel dalam citra dan menghasilkan fitur tekstur seperti kontras, korelasi,
energi, dan homogenitas. Namun, GLCM tidak dapat menangkap fitur kompleks secara
independen, jadi perlu digabungkan dengan teknologi lain seperti Convolutional Neural Network
(CNN). Selama bertahun-tahun, Gray Level Co-occurrence Matrix (GLCM) telah digunakan untuk
menganalisis tekstur dalam pengolahan citra digital. Metode ini menggunakan distribusi intensitas
piksel yang saling terkait untuk menemukan pola tekstur. GLCM dapat meningkatkan akurasi
klasifikasi otomatis apel dengan mengidentifikasi fitur visual seperti kehalusan kulit dan cacat
permukaan. (Peng et al., 2024).

Sebagai algoritma deep learning, CNN memiliki kemampuan untuk mengenali pola visual
hierarkis melalui lapisan konvolusi, pooling, dan penuh koneksi. CNN telah berhasil

mengklasifikasikan berbagai karakteristik buah dengan akurasi tinggi dalam pengolahan gambar
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buah. Studi baru menunjukkan bahwa GLCM dan CNN dapat membuat sistem Klasifikasi yang
lebih andal. Untuk klasifikasi dan segmentasi gambar, Convolutional Neural Networks (CNN)
sangat efektif. Dalam penelitian baru-baru ini, CNN dengan model seperti VGG16 berhasil
digunakan untuk mengklasifikasikan berbagai karakteristik apel, termasuk warna, ukuran, dan
deformitas, dengan akurasi hingga 92,29%. (Sun et al., 2024).

Solusi hibrida yang menggabungkan analisis tekstur dengan kekuatan pembelajaran
mendalam ditawarkan oleh kombinasi GLCM dan CNN. Studi menunjukkan bahwa metode ini
meningkatkan akurasi dan kecepatan pengenalan dan klasifikasi buah, yang sangat penting untuk
aplikasi skala besar.(Yu et al., 2023).

Untuk memastikan bahwa model deep learning dapat diandalkan dan mudah diterapkan
dalam sistem otomatis pertanian, penelitian di masa depan dapat berfokus pada optimalisasi model
melalui transfer learning dan interpretabilitas. (Yu et al., 2023), (Sun et al., 2024). Tujuan
penelitian ini adalah untuk membandingkan akurasi Kklasifikasi varietas apel emas berdasarkan
kelas menggunakan algoritma GLCM dan CNN. Fokus utama penelitian ini adalah mengevaluasi
keunggulan dan kekurangan masing-masing metode serta menentukan metode yang paling cocok
untuk klasifikasi apel emas.

Tinjauan Pustaka

Apel emas, seperti varietas Golden Delicious, adalah salah satu jenis apel yang dikenal
karena warna kulitnya yang kuning keemasan, rasa manis, dan tekstur yang lembut. Varietas ini
sangat populer dalam pasar internasional karena kualitas rasa dan daya simpannya. Penelitian oleh
Liu et al. (2021) menunjukkan bahwa apel emas memiliki sifat visual yang sangat bervariasi
tergantung pada kondisi lingkungan selama proses tumbuh. Misalnya, variasi dalam intensitas
warna kuning dapat digunakan sebagai parameter untuk menentukan tingkat kematangan dan
kualitasnya.

Sementara itu, Huang et al. (2022) mencatat bahwa proses pascapanen, seperti penyimpanan
dan transportasi, sering menyebabkan perubahan pada tekstur dan warna kulit apel emas.
Akibatnya, penggunaan teknologi berbasis pengolahan citra diperlukan untuk mengurangi
ketergantungan pada inspeksi manual, yang sering kali tidak konsisten. Dalam studi lain, Wang et
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al. (2023) menekankan pentingnya pengembangan model otomatis untuk Kklasifikasi kualitas apel
emas berdasarkan data tekstur dan warna.

Menurut Nguyen et al. (2023), klasifikasi otomatis varietas apel emas tidak hanya
meningkatkan efisiensi produksi tetapi juga membantu produsen memenuhi standar kualitas pasar
internasional yang semakin ketat. Selain itu, pendekatan berbasis teknologi dapat mengurangi
dampak subjektivitas dalam evaluasi manual.

Gray Level Co-Occurrence Matrix (GLCM) adalah metode statistik dalam pengolahan citra
yang digunakan untuk menganalisis hubungan spasial antara intensitas piksel. Dalam aplikasi
agrikultur, GLCM telah banyak digunakan untuk mengekstraksi fitur tekstur seperti contrast,
correlation, energy, dan homogeneity, yang sangat relevan untuk klasifikasi visual.

Penelitian oleh Zhang et al. (2021) menyoroti bahwa GLCM mampu menangkap pola tekstur
halus yang tidak mudah dikenali oleh manusia. Misalnya, variasi kecil pada permukaan kulit apel
emas dapat diidentifikasi dengan menggunakan fitur tekstur ini. Namun, metode ini memiliki
keterbatasan ketika diterapkan pada citra dengan pola visual yang kompleks.

Menurut Chen et al. (2023), GLCM paling efektif bila digunakan pada dataset dengan tingkat
noise yang rendah, karena noise dapat memengaruhi perhitungan hubungan spasial antar piksel.
Dalam pengujian pada citra apel, GLCM berhasil mencapai akurasi lebih dari 80% dalam
klasifikasi tekstur sederhana. Studi lain oleh Wu et al. (2022) menyimpulkan bahwa GLCM adalah
alat yang penting untuk analisis awal fitur visual sebelum digunakan dalam model berbasis
pembelajaran mesin.

Convolutional Neural Network (CNN) adalah algoritma pembelajaran mendalam yang
dirancang khusus untuk mengolah data citra. CNN bekerja dengan mengidentifikasi pola visual
secara hierarkis melalui lapisan konvolusi. Dalam konteks klasifikasi apel, CNN telah terbukti
sangat efektif dalam membedakan varietas berdasarkan tekstur, warna, dan bentuk.

Menurut Sun et al. (2023), CNN memungkinkan analisis citra apel dengan tingkat akurasi
yang tinggi bahkan pada dataset dengan variasi pencahayaan dan orientasi objek. Model CNN
seperti ResNet, Inception, dan EfficientNet telah digunakan secara luas untuk pengolahan citra
agrikultur. Dalam penelitian mereka, CNN mencapai akurasi hingga 94% pada klasifikasi apel

emas berdasarkan kualitas.
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Sementara itu, Li et al. (2022) mencatat bahwa meskipun CNN membutuhkan dataset besar
untuk pelatihan, kemampuan algoritma ini dalam mengekstraksi fitur visual kompleks
membuatnya unggul dibandingkan metode tradisional. Penelitian lainnya oleh Nguyen et al.
(2023) menunjukkan bahwa integrasi model CNN dengan teknik augmentasi data dapat
meningkatkan performa pada dataset dengan variasi visual yang besar.

Kombinasi antara GLCM dan CNN merupakan pendekatan yang inovatif dalam pengolahan
citra agrikultur. Metode ini memanfaatkan kekuatan GLCM dalam menganalisis tekstur dan
kemampuan CNN dalam menangkap pola visual yang kompleks. Dalam penelitian oleh Yu et al.
(2023), integrasi GLCM dan CNN berhasil meningkatkan akurasi klasifikasi apel hingga 96%,
dibandingkan dengan pendekatan individu yang hanya mencapai akurasi sekitar 85-90%.

Menurut Liu et al. (2023), pendekatan ini memungkinkan pengurangan waktu komputasi
karena GLCM dapat mengekstraksi fitur awal yang relevan sebelum diproses lebih lanjut oleh
CNN. Selain itu, Wang et al. (2024) menemukan bahwa kombinasi ini sangat efektif pada dataset
yang memiliki variasi tinggi dalam tekstur dan pencahayaan, seperti yang sering ditemukan pada
citra apel emas.

Penelitian lain oleh Zhang et al. (2022) menekankan bahwa integrasi ini juga dapat
diterapkan pada jenis buah lain, sehingga memberikan fleksibilitas dalam berbagai aplikasi
agrikultur. Mereka menyimpulkan bahwa metode ini tidak hanya meningkatkan akurasi tetapi juga

mengurangi kebutuhan terhadap dataset yang sangat besar..

METODE PENELITIAN
Kerangka Dasar Penelitian

Kerangka dasar penelitian yaitu kerangka teoritis dan metodologis yang menjadi landasan bagi
seluruh proses penelitian. Kerangka dasar penelitian merupakan struktur konseptual yang
digunakan untuk merencanakan, melaksanakan, dan mengevaluasi sebuah penelitian. Kerangka
dasar ini mengatur seluruh proses penelitian dengan memberikan landasan teoritis dan metodologis

yang sistematis. Secara umum, kerangka dasar penelitian terdiri dari beberapa elemen utama:
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Gambar 2.1 Alur Kerja Penelitian

Pengambilan Data
Pengumpulan data dilakukan untuk memperoleh data berupa data gambar yang akan diambil
untuk proses latih dan proses validasi data menggunakan model GLCM & CNN. Proses
pengambilan data dilakukan dengan menggunakan kamera smartphone peneliti. Setelah dilakukan
pengumpulan data, data tersebut akan disimpan dalam sebuah direktori yang telah ditentukan oleh

peneliti. Objek penelitian yang akan digunakan pada penelitian ini adalah buah apel Emas.

Preprocessing Data

Setelah dilakukan pengumpulan data, selanjutnya peneliti akan melakukan preprocessing
data terlebih dahulu untuk meminimalisir terjadinya kesalahan gambar. Pada tahap ini peneliti
akan memastikan gambar telah sesuai dengan folder yang telah ditentukan oleh peneliti. Hal ini
juga sering dikatakan sebagai labeling atau proses pemberian label pada setiap data. Label berguna
untuk menentukan kelas yang akan dihasilkan oleh model untuk kasus klasifikasi. Pada tahap ini,
data gambar yang telah dikumpulkan akan dilakukan proses pengaturan ukuran citra, agar setiap

data memiliki ukuran yang sama.

Augmentasi Data

Augmentasi merupakan proses yang berfungsi untuk memperbanyak dataset yaitu dengan
melakukan modifikasi dari dataset yang telah dikumpulkan. Augmentasi dilakukan dapat
dilakukan dengan berbagai cara yaitu salah satunya dengan melakukan penambahan noise,
pemotongan gambar, pemutaran gambar, dll
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Ekstraksi Fitur GLCM

Pada proyek analisis buah apel emas berdasarkan kelas menggunakan algoritma GLCM dan
CNN, ekstraksi fitur GLCM berperan penting dalam menggali informasi tekstur dari gambar buah
apel emas. Proses dimulai dengan mengonversi gambar ke format grayscale karena GLCM bekerja
dengan citra satu saluran intensitas. Setelah gambar berada dalam format grayscale, GLCM
dihitung dengan memperhatikan jarak dan orientasi pixel. Jarak mengukur hubungan antar pixel
dengan jarak tertentu, sementara orientasi menggambarkan arah hubungan antar pixel. Dari GLCM
yang dihasilkan, sejumlah fitur tekstur seperti contrast, correlation, energy, homogeneity, dan
entropy dapat diekstraksi. Fitur-fitur ini menggambarkan variasi tekstur permukaan apel emas
yang membantu dalam membedakan kelas-kelas apel, misalnya apel emas 1, apel emas 2, dan apel
emas 3. Fitur yang telah diekstraksi kemudian diproses melalui normalisasi untuk memastikan
keseragaman skala dan bisa digabungkan dengan citra asli atau digunakan sebagai input terpisah
untuk model CNN. Model CNN akan memanfaatkan fitur-fitur tersebut untuk mengenali pola
tekstur dan mengklasifikasikan gambar apel emas ke dalam kelas yang sesuai. Evaluasi model
dilakukan dengan data testing dan validation untuk mengukur akurasi serta kinerja dalam

mengklasifikasikan kelas apel berdasarkan fitur tekstur yang diekstraksi menggunakan GLCM.

Pemodelan CNN

Selanjutnya setelah fase deteksi wajah, tahap selanjutnya adalah melakukan pemodelan
menggunakan jaringan saraf konvolusional (CNN). Dipilihlah arsitektur CNN yang tepat, seperti
VGGNet atau ResNet, atau mungkin arsitektur yang dirancang khusus untuk penelitian ini.
Implementasi dilakukan menggunakan bahasa Python dan menggunakan framework deep learning
seperti TensorFlow atau PyTorch. Tujuan dari pelatihan model ini adalah untuk bisa

mengidentifikasi dan mengkategorikan gambar-gambar wajah berdasarkan suku mereka.

Testing & Training Model

Proses pelatihan dan pengujian model melibatkan penggunaan dataset yang dibagi menjadi
tiga bagian: satu untuk pelatihan, satu untuk validasi, dan satu lagi untuk pengujian. Model CNN
dikalibrasi menggunakan data pelatihan dan kemudian diperbaiki dengan menggunakan data

validasi untuk menentukan kombinasi terbaik dari hyperparameters. Setelah proses pelatihan
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selesai, model diuji terhadap data pengujian untuk menilai kinerjanya dalam situasi dunia nyata.

Evaluasi Model

Penilaian model dijalankan dengan menggunakan ukuran seperti akurasi, presisi, recall, dan
F1-score untuk menilai kinerja model dalam mengenali suku berdasarkan wajah. Cross-validation
digunakan untuk menjamin model tidak terlalu spesifik dan memiliki kinerja yang stabil dan dapat

dipercaya.

Analisis Hasil

Langkah final adalah menganalisis hasil, di mana evaluasi kinerja model dilakukan secara
komprehensif. Analisis hasil evaluasi dilakukan untuk memahami kelebihan dan kekurangan
model GLCM & CNN dalam menganalisis bauh apel emas berdasarkan kelas. Visualisasi hasil
menggunakan grafik dan tabel dilakukan untuk memberikan pemahaman yang jelas tentang kinerja
model. Kesimpulan ditetapkan berdasarkan hasil penelitian, dan saran untuk penelitian selanjutnya

diberikan dengan tujuan untuk meningkatkan dan mengembangkan model kedepannya.

HASIL DAN PEMBAHASAN

) 9 J

pple

Gambar 3.1 Dataset Menatahan Apel Emas 1, Apel Emas 2, dan Apel Emas 3

Tiga kelas apel emas yang berbeda terdiri dari Apple Golden 1, Apple Golden 2, dan Apple
Golden 3. Semuanya memiliki perbedaan yang signifikan dalam warna, tekstur, dan bentuk. Apple
Golden 1 memiliki warna kuning keemasan dengan bercak-bercak di permukaan dan bentuk yang
sedikit asimetris, sedangkan Apple Golden 2 memiliki warna kuning yang lebih rata, permukaan
yang lebih halus, dan bentuk yang hampir bulat sempurna. Variasi ini dapat digunakan untuk
klasifikasi gambar menggunakan metode seperti GLCM untuk mengekstraksi fitur tekstur dan

CNN untuk analisis visual.
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Dataset Apel Emas Balanced

Apple Golden 1 Apple Golden 2 Apple Golden 3
Dataset Apel Emas Resized

Apple Golden 1 Apple Golden 2 Apple Golden 3
Dataset Apel Emas Grayscale

) J D

Apple Golden 1 Apple Golden 2 Apple Golden 3

Gambar 3.2 Preprocessing Dataset Apel Emas 1, Apel Emas 2 dan Apel Emas 3

Dataset apel emas yang disajikan dibagi menjadi beberapa kelas, yang disebut sebagai "Apel
Emas 1," "Apel Emas 2," dan "Apel Emas 3." Kelas-kelas ini kemudian diolah menjadi berbagai
variasi dataset lainnya. Beberapa contoh pengolahan termasuk dataset yang disesuaikan
(seimbang), diubah ukuran (diubah ukuran), diubah menjadi grayscale (menghasilkan skala abu-
abu), dan ditambahkan (menghasilkan Tujuan dari variasi-variasi dataset ini adalah untuk
meningkatkan data pelatihan model pembelajaran mesin sehingga model dapat belajar mengenali
apel emas dengan lebih baik dan akurat meskipun terdapat perbedaan dalam ukuran, warna, atau
sudut pengambilan gambar. Dengan kata lain, dataset ini dibuat untuk membantu model

membedakan Apple Gold 1, 2, dan 3 dalam berbagai situasi.

Gambar 3.3 Hasil Perhitungan Parameter GLCM seperti Jarak dan Sudut pada kelas Apel Emas
1, Apel Emas 2 dan Apel Emas 3
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Tabel berikut menunjukkan hasil ekstraksi fitur tekstur dari dataset gambar apel
menggunakan metode "GLCM (Gray-Level Co-occurrence Matrix)". Tabel ini mencakup fitur-
fitur seperti "contrast”, "correlation”, "energy", "homogeneity", yang menunjukkan keseragaman
tekstur, dan "correlation” menunjukkan hubungan linier antar-pixel. Data ini terdiri dari 1440
baris, dengan setiap baris menggambarkan satu gambar, dan dapat digunakan untuk melatih model
klasifikasi berbasis ML atau CNN untuk mengidentifikasi kelas apel berdasarkan karakteristik

teksturnya.

Gambar 3.4 Hasil Perhitungan Kontras, Korelasi , Homogenity, dan Rata-rata RGB pada kelas

Apel Emas 1, Apel Emas 2 dan Apel Emas 3

Tiga kelas apel Apple Golden 1*, Apple Golden 2*, dan Apple Golden 3 memiliki empat
parameter fitur utama yang diekstraksi menggunakan metode "GLCM (Level Co-occurrence
Matrix)", seperti yang ditunjukkan di bawah ini: "contrast”, yang menunjukkan perbedaan
intensitas pixel dengan nilai tertinggi pada Apple Golden 1* (473.61); "energy”, yang
menunjukkan kekompakan tekstur dengan nilai tertinggi pada Apple Golden 1* (0.155). Data ini
menunjukkan perbedaan karakteristik tekstur di antara kelas apel yang dapat digunakan untuk

klasifikasi.
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Gambar 3.5 Hasil Grafik Fitur Kontras, Korelasi, Homogenity, Dan Rata-Rata Rgb Pada Apel

Emas 1, Apel Emas 2 Dan Apel Emas

Semua tiga kelas apel Apple Golden 1*, 2*, dan 3* digambarkan dengan empat diagram
batang yang menunjukkan nilai fitur tekstur GLCM. Pada diagram "contrast”, Apple Golden 1*
memiliki nilai tertinggi, menunjukkan intensitas pixel yang paling besar, sedangkan Apple Golden
2* memiliki nilai terendah. Pada diagram "energy", Apple Golden 1* kembali memiliki nilai
tertinggi, menunjukkan kekompakan tekstur terbaik. Terakhir, diagram "entropy™ menunjukkan
nilai yang hampir sama di ketiga kelas, dengan sedikit perbedaan, menunjukkan tingkat
ketidakteraturan tekstur yang sama. Analisis ini membantu membedakan berbagai kelas apel

berdasarkan karakteristik teksturnya.

-

Gambar 3.6 Hasil Grafik Distribusi Fitur Kontras, Korelasi, Homogenity, Dan Rata-Rata Rgb
Pada Apel Emas 1, Apel Emas 2 Dan Apel Emas
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Gambar di atas menunjukkan distribusi fitur GLCM (Co-occurrence Matrix Level Gray)
untuk tiga jenis apel emas (1, 2, dan 3) berdasarkan empat fitur yang berbeda: kontras, energi,
homogenitas, dan entropi. Dalam diagram kotak kumis ini, masing-masing jenis apel Golden
menunjukkan median, kuartil pertama, dan ketiga, serta jangkauan data untuk setiap fitur.

Misalnya, apel Golden 1 memiliki nilai kontras yang lebih tinggi daripada apel Golden 2 dan 3.

Baba-rats Interditss AGE per Kele

Gambar 3.6 Hasil Grafik Red Green Blue Pada Apel Emas 1, Apel Emas 2 Dan Apel Emas 3

Grafik batang tersebut menunjukkan rata-rata intensitas warna RGB (Red, Green, Blue)
untuk tiga kelas apel Golden. Setiap kelas apel (Apple Golden 1, 2, dan 3) memiliki tiga batang
yang merepresentasikan rata-rata intensitas warna merah, hijau, dan biru.  Grafik ini
memungkinkan perbandingan rata-rata intensitas warna RGB antar kelas apel, misalnya, untuk

melihat apakah ada perbedaan warna yang signifikan antara ketiga jenis apel Golden tersebut.

Gambar 3.7 arsitektur model jaringan saraf tiruan "sequential_2
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Tabel berikut menggambarkan arsitektur model jaringan saraf tiruan “sequential™, yang
terdiri dari beberapa lapisan konvolusi dua dimensi dan maksimum penggabungan dua dimensi,
diikuti oleh dua lapisan flatten dan dua lapisan padat. Setiap lapisan memiliki bentuk output dan
jumlah parameter yang ditunjukkan, dengan lapisan konvolusi dan padat memiliki jumlah
parameter yang signifikan, menunjukkan kompleksitas model yang digunakan untuk

mengekstraksi fitur dan mengklasifikasikan, kemungkinan pada data gambar dengan

Gambar 3.8 Arsitektur Cnn

Informasi tersebut menunjukkan ringkasan model dengan 4,828,739 parameter, setara 18.42
MB, dan semua parameter dapat dilatih. Tidak ada parameter yang tidak dapat dilatih. Ini
menunjukkan bahwa model dapat diupdate secara keseluruhan selama proses pelatihan tanpa
adanya komponen yang tetap.

Gambar 3.9 Hasil Evaluasi Matrix
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Output tersebut menunjukkan metrik evaluasi model klasifikasi dengan tiga kelas (0, 1, 2).
Skor presisi, recall, dan skor F1 secara keseluruhan sekitar 0,35 menunjukkan performa model
yang buruk. Matriks konfusi menunjukkan jumlah prediksi benar dan salah untuk setiap kelas, dan
laporan klasifikasi menunjukkan skor presisi, recall, dan F1 untuk setiap kelas secara individual,
serta skor rata-rata makro dan terboboti. Skor rendah menunjukkan bahwa model perlu
ditingkatkan

Gambar 3.10 Visualisasi Hasil Pelatihan

Sebuah grafik menunjukkan kurva akurasi dan kehilangan (loss) selama pelatihan model
pembelajaran mesin. Di kiri, akurasi pelatihan dan validasi meningkat seiring bertambahnya
waktu, tetapi di kanan, kehilangan pelatihan dan validasi menurun seiring bertambahnya waktu,
menunjukkan model belajar dari data. Jika ada perbedaan yang signifikan antara kurva pelatihan

dan validasi, ini dapat menunjukkan kemungkinan overfitting. Namun, dalam situasi seperti ini,
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Gambar 3.11 Hasil Confusion Matrix

kesenjangannya relatif kecil.
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Matriks konfusi untuk model Kklasifikasi tiga kelas apel Golden (1, 2, dan 3) ditunjukkan di
heatmap. Jumlah sampel yang sebenarnya termasuk dalam satu kelas dan diprediksi sebagai kelas
lain ditunjukkan oleh setiap sel. Nilai yang berada di luar garis diagonal menunjukkan jumlah
perkiraan yang benar untuk setiap kelas, sedangkan nilai yang berada di garis diagonal
menunjukkan jumlah kesalahan klasifikasi. Jumlah yang lebih tinggi ditunjukkan oleh warna yang
lebih gelap. Dengan banyaknya kesalahan Klasifikasi di luar diagonal utama, matriks ini
menunjukkan bagaimana model mengalami kesulitan membedakan antara ketiga jenis apel

tersebut.

Gambar 3.12 Tabel Hasil Perbandingan Glcm & Cnn

Output tersebut membandingkan kinerja model CNN dan GLCM menggunakan skor akurasi,
presisi, recall, dan F1. Hasil menunjukkan bahwa model CNN jauh lebih baik dalam melakukan
tugas Kklasifikasi dengan skor sempurna 1.00, sedangkan model GLCM memiliki skor sekitar 0.67.
Ini menunjukkan bahwa model CNN jauh lebih akurat dan efektif dalam melakukan tugas
klasifikasi daripada model GLCM.

Comparison of Metrics: GLCM vs CNN

- LM
- OWN

feturacy Praruee Pecat
Metncs

Gambar 3.13 Grafik Hasil Perbandingan Glcm & Cnn
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Sebuah grafik batang membandingkan kinerja model CNN dan GLCM berdasarkan empat
metrik: akurasi, presisi, recall, dan nilai F1. Model CNN secara konsisten menunjukkan Kkinerja
yang lebih baik daripada model GLCM pada setiap metrik, dengan nilai yang jauh lebih tinggi
untuk setiap metrik. Ini menunjukkan bahwa model CNN lebih akurat dan efisien dalam tugas

klasifikasi yang dievaluasi.

KESIMPULAN DAN SARAN

Menurut grafik di atas, untuk keempat metrik akurasi, presisi, recall, dan F1-score, model
CNN secara konsisten mengungguli model GLCM. Ini terjadi meskipun kedua model memiliki
skor yang relatif tinggi, biasanya lebih dari 0,6, tetapi CNN unggul di setiap kategori. Ini
menunjukkan bahwa model neural network conversion algorithm (CNN) adalah pilihan yang lebih
baik. Dalam kesimpulan, pertanyaan penelitian dijawab. Selain mengacu pada hasil penelitian,
saran-saran juga berupa proposal untuk tindakan praktis. Mereka juga menyebutkan kepada siapa
dan untuk apa saran ditujukan. Ditulis dalam bentuk esai, bukannya angka
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